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Resumo. O trabalho apresentado tem como objetivo o estudo da aplicação da
tecnologia Tensorflow utilizando machine learning, no qual tem a finalidade de melhorar a
qualidade de imagens que apresentam algum problema por meio de um aplicativo
desenvolvido com Flutter. Serão apresentados os possíveis defeitos presentes nas imagens
como ruídos ou pixelização, o funcionamento do Tensorflow mediante uma rede neural
treinada e a reconstrução de uma imagem com deep learning.
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Introdução

A Inteligência Artificial (IA) é um estudo que busca o desenvolvimento de
programas que imitam a capacidade humana de raciocinar e cresceu exponencialmente já
estando presente no nosso dia a dia (Ferreira, 2021). Essa tecnologia é capaz de buscar a
melhor solução para problemas, identificar objetos e interagir com o mundo de diversas
maneiras, sendo estudada e aplicada em diferentes matérias do conhecimento humano, tais
como, na ciência da computação, psicologia, medicina, filosofia etc.

Neste trabalho a inteligência artificial será abordada em computação utilizando o
Machine Learning ou aprendizado de máquina. Segundo Maria Monard e José Baranauskas
na obra “Conceitos Sobre Aprendizado de Máquina” é uma área cujo objetivo é o
desenvolvimento de técnicas computacionais sobre o aprendizado, bem como a construção
de sistemas capazes de adquirir conhecimento de forma automática.

Outra tecnologia que se alastrou pelo mundo é a dos dispositivos móveis, atualmente
quase qualquer pessoa possui um aparelho celular, que é utilizado para fazer diversas
tarefas. E é claro, muito do que os celulares fazem utilizam inteligência artificial sendo um
exemplo simples a capacidade de tirar e melhorar fotos. As câmeras dos smartphones atuais
conseguem realizar a detecção de rostos, objetos, possuem foco automático, se adaptam a
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iluminação do local, além de outras diversas funcionalidades.

A fim de demonstrar o uso de IA de maneira portátil com os smartphones, é possível
utilizar as tecnologias Flutter e Tensorflow (TF) para melhorar a qualidade de uma imagem
direto no próprio aparelho, que por diferentes fatores pode apresentar baixa resolução,
falhas, borrões, entre outras inconsistências. Como objetivo deste projeto, será mostrado o
funcionamento e método de operação do TF no desenvolvimento de uma aplicação que
realizará a melhoria da qualidade de imagem.

A metodologia será desenvolver um aplicativo para dispositivos móveis, capaz de
realizar a melhoria da qualidade de uma imagem selecionada pelo usuário. O aplicativo
deverá carregar uma imagem de qualidade inferior e utilizar o modelo de aprendizado com o
TF para corrigir e aprimorar a imagem, removendo pixelização e defeitos. Para chegar no
resultado desejado, este trabalho irá discorrer sobre a estrutura de imagens digitais,
apresentando sua composição e alguns possíveis problemas que podem ser resolvidos por
meio do uso de IA. Sendo como seu diferencial apresentar uma proposta de utilização
recorrendo a um aplicativo mobile, e na metodologia será empregada áreas de IA, como
machine learning (ML), redes neurais e deep learning (DL) que serão discorridas e
explicadas no projeto. Ainda na metodologia, os requisitos levantados para criação do
aplicativo serão apresentados, com imagens e diagramas que irão facilitar o entendimento
do mesmo.

Referencial teórico

De acordo com Rafael Gonzalez e Richard Woods (2008) uma imagem pode ser
definida como uma função bidimensional (x e y), onde ambas são coordenadas espaciais. A
amplitude de f de qualquer par de coordenadas é chamada de intensidade ou nível de cinza da
imagem em um ponto. Imagem digital pode ser definida, como uma imagem em que sua
função bidimensional, f (x, y) possui todos seus valores de intensidade finitos, assim, são
compostas por um número finito de elementos, cada um com sua posição e valor privados.
Desse modo, imagens podem ser representadas de várias formas, sendo o cerne que as
constituem as formas matricial ou vetorial, ambas são bastante efetivas para diferentes tipos
de processamento. Imagens vetoriais são compostas por cálculos matemáticos feitos pelo
próprio computador criadas pela combinação de pontos e segmentos de linha, combinando
diferentes formas geométricas para atingir um resultado final, dessa forma a imagem
resultante costuma ser mais simples do que as imagens matriciais, entretanto por serem
constituídas a partir de cálculos, sua qualidade é superior na grande maioria dos casos.

As imagens encontradas na Internet e as fotos tiradas com celular são exemplos de
imagens representadas por meio de matrizes, também conhecidas como rasterizadas ou
bitmap, por exemplo, a Figura 1 representação de imagem matricial, em que temos a imagem
de charmander, famoso no desenho Pokémon, esta imagem pode ser representada por uma
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matriz 23x21 cujos elementos são chamados de pixels, dividindo a imagem original em
pequenas partes de tamanhos iguais.

Figura 1: Representação de imagem matricial

Fonte: Pelos Autores

Um pixel é o menor elemento endereçável em uma imagem matricial, e são
compostos por três canais que podem assumir números entre 0 à 255. Esses canais compõem
o sistema de cores conhecido como RGB e especificam a cor de cada pixel, apenas uma cor
de cada vez, sendo elas vermelho, verde e azul, respectivamente. O número 0 JPEG indica
preto e o número 255 indica a intensidade máxima daquela cor, no caso do canal G, por
exemplo, seria totalmente verde. Assim, no sistema RGB, é possível representar 256 ^ 3 = 2 ^
{24} = 16777216 cores diferentes e cada pixel é uma amostra de uma imagem original; mais
amostras normalmente fornecem representações mais precisas do original, consequentemente,
quanto maior a quantidade de pixels em uma imagem, maior a quantidade de detalhes
presentes nela, gerando uma melhor qualidade. Porém nem sempre as imagens estarão
disponíveis em perfeito estado já que muitas podem apresentar baixa resolução, defeitos,
erros nos pixels entre outros problemas nos quais são necessários utilizar técnicas de
reparação ou restauração dos quais diferentes formatos de imagem necessitam de diferentes
abordagens.

Formatos de Imagens

Para que aplicações interpretem corretamente as informações transmitidas ou
armazenadas das imagens, os dados empregados, dimensões, cores e suas profundidades,
precisam se encontrar de forma organizada em uma estrutura definida como formatos de
imagens. Existem diversos tipos de formatos de imagens, como GIF, PBM, JPEG, PNG, JFIF,
amplamente utilizados nas mais diversas áreas e aplicações, cada um com suas
particularidades. Alguns para armazenar fotos, garantindo qualidade e mais cores, outros para
softwares de desenvolvimento de imagens e design, que necessitam de mais detalhes.
Existem até formatos de imagem capazes de simular um pequeno vídeo. Graphics
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interchange format (GIF) é um formato para transmissão de imagens em que se é possível
criar movimento. O formato permite o armazenamento ou transferência de imagens com um
máximo de 256 cores, que são determinadas através de mapas de cor. Atualmente este
formato é amplamente utilizado em redes sociais, por ser atrativo e impressionar o usuário.
Cada pixel do GIF possui um índice que corresponde ao número de ordem no mapa de cores
e este formato está comprimido pelo algoritmo de LZW (lempel-ziv welch) que fornece
compressão sem perda.

Outro formato que se popularizou durante certo período, é o PBM (portable bitmap),
visou permitir a transmissão de imagens por meio de correio eletrônico (e-mails), englobando
dentro dele três formatos de imagens: Um para imagens preto e branco (PBM), outro em tons
cinzentos (PGM) e por fim para imagens a cores (PPM). Estes representavam as informações
das imagens, através de caracteres ASCII, desta forma era possível enviar o e-mail inserindo
a imagem na mensagem que se passava por texto. Já o formato PNG (portable network
graphics) surgiu como uma implementação das limitações encontradas no formato GIF. De
modo que reteve algumas das suas características mais vantajosas como: suporte de imagens
até 256 cores por meio de mapas de cor, compressão sem perda, interdependência de software
e hardware e transparência. Além disso foram acrescentadas melhorias, como o true color,
para deixar as imagens com cores mais reais, transparência por meio de um canal alfa,
apresentação de imagens mais veloz devido ao algoritmo de entrelaçamento Adam7,
ordenação de bytes única, algoritmo de compressão do domínio público, entre outras. Mesmo
assim, ainda existem formatos que fornecem uma melhor qualidade para as imagens, como o
JPEG por exemplo.

Joint photographic experts group é um formato de imagem originalmente designado
para imagens de qualidade fotográfica, devido a inconsistências na norma internacional ISO
10918-1, este padrão foi substituído pelo JFIF (JPEG file interchange format), pois ao
contrário do conhecimento comum, o formato JPEG não foi definido por uma norma
internacional, deste modo, ele não é reconhecido oficialmente. Então, esse formato foi
substituído pelo JFIF, que é um padrão de fácil implementação que permite cores mais reais
em um formato simples, embora apresente algumas limitações. No mercado, sua aceitação foi
enorme, principalmente devido à WWW (World Wide Web), pois era necessário pelos
usuários a transmissão de imagens com mais cores e o formato mais utilizado na época era o
GIF, limitado a 256 cores. Normalmente este formato é confundido com o JPEG.

Inpainting

Para realizar as correções e aprimoramentos necessários em diferentes tipos de
imagens, existem técnicas que não apelam para inteligência artificial em um primeiro
momento. Uma técnica de restauração conhecida é o inpainting, um processo de restauração
em que partes danificadas, deterioradas ou ausentes de uma imagem são preenchidas para
apresentar uma imagem completa. A ideia básica é simples: substituir as marcas e defeitos
pelos pixels vizinhos para que se pareçam com a vizinhança. Na imagem abaixo (Figura 2)
vemos uma foto da modelo Lena Forsén, inicialmente temos a Figura 2a que é a fotografia



TRABALHO DE GRADUAÇÃO - ENGENHARIAS
tirada de Lena, em seguida na Figura 2b vemos vãos quadrados espalhados na foto, e por fim
na Figura 2c vemos a aplicação do inpainting tentando restaurar a imagem utilizando os
pixels vizinhos. De acordo com Christine Guillemot e Olivier Le Meur (2014), o método é
efetivo mas dependendo das configurações da imagem, o inpainting pode gerar borrões.

Figura 2:  Lena exemplo inpainting

Fonte: Pelos Autores

Ruído

Outro problema que ocorre com imagens são os ruídos que são variações aleatórias de
informações de brilho ou cor, geralmente com aspecto de ruído eletrônico, ou se
assemelhando também com fotos antigas desgastadas podendo ser produzido pelo sensor de
imagem e pelos circuitos de um scanner ou câmera digital. Ele é um subproduto indesejável
da captura de imagem que obscurece as informações desejadas. Como exemplo, utilizamos
uma foto da Universidade São Francisco do Câmpus de Itatiba (Figura 3), a imagem original
é apresentada na figura a, então foi aplicado ruído na imagem, como podemos ver na figura b.
Podemos comparar e notar que há uma grande diferença entre as duas, a segunda imagem
parece ser antiga e desgastada em comparação com a original.

Figura 3: USF comparação ruído.

Fonte: Pelos Autores
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Artefato

Além dos ruídos também existem os artefatos, que são uma distorção perceptível de
uma mídia (imagens, áudio e vídeo) causada pela aplicação de compressão com perdas. A
compressão de dados com perdas envolve o descarte de alguns dados da mídia para que se
tornem pequenos o suficiente para serem armazenados no espaço em disco desejado ou
transmitidos dentro da largura de banda disponível (conhecida como taxa de dados ou taxa de
bits). Se o compressor não puder armazenar dados suficientes na versão compactada, o
resultado é uma perda de qualidade ou introdução de artefatos. (Svoboda et al). Na Figura 4
vemos um cão, sendo a figura 4a, a imagem original e na figura 4b, temos o mesmo cão com
distorção.

Figura 4: Comparação perda de qualidade

Fonte: Pelos Autores

A perda da qualidade pode ser visivelmente percebida na comparação entre as duas
imagens, e dependendo da maneira que a imagem será aplicada ou observada, os artefatos
podem incomodar ou atrapalhar a edição. Para realizar a correção desta perda, foram
desenvolvidos métodos que buscam realizar o procedimento inverso, assim buscando
aumentar a qualidade das imagens e as deixando o mais perto possível de seu estado original.

Metodologia

A restauração de imagem, é um procedimento bastante visado atualmente, devido a
métodos de compressão e compactação de imagens, que acabam por reduzir a qualidade
original das mesmas. Mas a grande dificuldade encontrada para realizar esse procedimento, é
realizar a remoção de degradações, como a remoção de artefatos e ruídos sem perder detalhes
da imagem. Dentro da área de processamento digital de imagens, existem vários programas
para corrigir os defeitos realizando a correção desses problemas, como por exemplo o
Photoshop que é munido de técnicas de melhoramento de qualidade, das quais podemos citar
filtros a interpolação bicúbica que visa adicionar novos pixels na imagem baseados nos que
ela já possui, porém dependendo da situação, a qualidade atingida na melhoria dessas
imagens pode não ser satisfatória. Neste projeto utilizaremos o TensorFlow para realizar as
correções nas imagens de baixa qualidade, que será melhor apresentado no próximo capítulo.
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Figura 5: Aplicação Interpolação Bicúbica

Fonte: Geoffrey (2017)

TensorFlow

Como visto na Figura 5, as técnicas convencionais podem deixar de apresentar
resultados satisfatórios, então surge a necessidade de utilizar novas técnicas, que muitas vezes
vem acompanhadas de novas ferramentas. Uma das técnicas conhecidas é o aprendizado de
máquina, que por sua vez é provida de diferentes ferramentas como o TensorFlow (TF), uma
biblioteca gratuita e de código aberto para desenvolvimento de softwares que nos permite
trabalhar com aprendizado de máquina em uma variedade de tarefas, mas tem um foco
particular no treinamento e inferência de redes neurais. O TF permite que os desenvolvedores
criem grafos de fluxo de dados, que são estruturas que descrevem como os dados se movem
em uma série de conexões ou uma série de nós de processamento. Cada nó no grafo
representa uma operação matemática, e cada conexão ou “aresta” existente entre os nós é
chamado de tensor, em que essas conexões são vetores de dados multidimensional (SERDAR
YEGULALP, 2019).

O TF também permite exportar modelos, para isso é necessário implementar o
TensorFlow Lite (TFL), que é um framework de deep learning multi plataforma que converte
um modelo pré-treinado no TF em um formato especial que otimiza a velocidade e o
armazenamento, e pode ser implantado em dispositivos celulares Android, assim permitindo
uma rápida execução dos modelos de aprendizado de máquina em dispositivos móveis com
baixa latência.

Flutter

Para trabalhar com o modelo exportado do TF e desenvolver a aplicação, pode-se
utilizar o Flutter, um kit de desenvolvimento de software de Interface de Usuário de código
aberto criado pelo Google e consiste em uma framework que utiliza widgets dispostos em
camadas, sendo estes uma coleção de elementos de IU. A linguagem de programação
utilizada para o desenvolvimento é chamada Dart, também criada pelo Google e é uma
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linguagem orientada a objeto padrão no desenvolvimento mobile com Flutter, e como ele é
proveniente de uma plataforma cruzada, permite o uso da mesma base de códigos para
sistemas Android e iOS. Com isso o desenvolvedor ganha tempo e consegue facilitar o
trabalho, tornando-o mais eficiente garantindo alta produtividade. (PATRICK NEGRI, 28 de
Julho de 2020).

Redes Neurais e Deep learning

Em casos como visto na Figura 5 podemos recorrer a técnicas diferentes para atingir
um resultado mais satisfatório e uma delas está fundamentada no aprendizado de máquina,
um ramo da inteligência artificial e da ciência da computação que se concentra no uso de
dados e algoritmos para imitar a forma como os humanos aprendem, melhorando
gradativamente sua precisão. Uma das ramificações do aprendizado de máquina nos leva até
as redes neurais, que são algoritmos inspirados na estrutura e função do cérebro, imitando a
forma como os neurônios biológicos se comunicam uns com os outros, consequentemente, a
organização e estrutura desses algoritmos são chamados de redes neurais artificiais.

As redes neurais artificiais são compostas por camadas de nós, contendo uma camada
de entrada, uma ou mais camadas ocultas e uma camada de saída. Cada nó, ou neurônio
artificial, se conecta a outro e tem um peso e limite associados. Se a saída de qualquer nó
individual estiver acima do valor limite especificado, esse nó será ativado, enviando dados
para a próxima camada da rede. Caso contrário, nenhum dado é passado para a próxima
camada da rede. É dessa estrutura de dezenas e centenas de camadas ocultas que vem o nome
deep learning, pondo em vista a profundidade de camadas existentes num determinado
sistema de aprendizado. É possível observar essa interação entre camadas na Figura 6, que
demonstra o esquema de representação de uma rede neural profunda.

Ao colocar em prática o uso da rede neural percebe-se que esses neurônios são
constituídos de funções matemáticas que visam atingir um determinado objetivo, como
reconhecer ou classificar objetos, validar informações entre outros. Além disso, essas funções
matemáticas podem ser aprimoradas e corrigidas cada vez mais, aperfeiçoando a rede e
tornando-a mais precisa.

Esse aperfeiçoamento da rede é baseado na entrada e saída de dados, por exemplo, se
a rede visa distinguir cães de gatos, usamos diferentes imagens desses animais como
parâmetro de entrada, a saída será uma resposta identificando o animal. Se a saída estiver
errada, ou seja, a rede dizer que um pitbull se trata de um gato, as funções da rede são
ajustadas para melhorar o reconhecimento. O erro é utilizado para fazer a rede aprender a
diferença entre cães e gatos, além de que também existem cães e gatos diferentes entre a
mesma espécie. Dessa forma treinamos a rede e, uma vez que ela estiver completamente
aperfeiçoada, se torna um modelo.

Figura 6: Esquema de rede neural profunda
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Fonte: Adaptado de Singh (2020)

Restauração de imagem

O problema de criar imagens melhoradas sem esses problemas e que aparentam estar
mais nítidas e naturais para o observador humano é provavelmente menos trivial do que pode
parecer. A solução para o problema, está relacionada tanto à relação estatística entre a
amostragem de imagem de baixa e alta resolução quanto à percepção humana da qualidade da
imagem. Em muitas aplicações práticas, algoritmos de interpolação são aplicados para esta
tarefa, mas os resultados obtidos não são realmente satisfatórios, sendo afetados por artefatos
relevantes como borrões.

Entretanto uma solução pode ser obtida por um procedimento padrão de restauração
de imagem através de IA que funciona da seguinte maneira: Uma grande quantidade de dados
é coletada formada de pares de imagens corrompidas e não corrompidas; em termos simples,
são basicamente pares de imagens ruins e boas. A ideia então é treinar uma rede profunda
para aprender o mapeamento entre elas. Uma vez treinada, a rede deve ter aprendido
idealmente que quando você fornece uma imagem ruim, ela deve produzir uma versão muito
melhorada da mesma imagem: mais clara, mais nítida e mais estética em geral.

O procedimento é basicamente o mesmo visto no exemplo de uma rede neural que
classifica cães e gatos, a diferença são os os erros que serão usados para aprimorar os
neurônios da rede. Ao comparar a saída com a imagem boa ideal, o erro será usado para
minimizar a diferença de pixels entre a imagem boa e a imagem de saída, aperfeiçoando os
neurônios da rede.

Super Resolução
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Em muitos filmes de investigação, existe uma cena em que alguém encontra uma

imagem pequena e pixelizada, e eles obtêm uma imagem nítida ao aplicar um zoom e
aprimorá-la, mas isso é realmente possível? A resposta para essa questão é não, esses filmes
estão longe de ser tecnicamente precisos, porém até certo ponto é possível ampliar e
aprimorar imagens, esse processo é chamado de super-resolução. Existem várias maneiras
possíveis de realizar esse feito, mas por enquanto, é interessante se concentrar na
super-resolução de quadro único, onde existe uma única imagem de baixa resolução, e
deseja-se aprimorá-la. A maneira mais simples de fazer seria espalhar os pixels e preencher
os buracos copiando os valores dos pixels mais próximos, entretanto como visto
anteriormente, o resultado não é satisfatório por aparentar ser uma imagem de baixa
resolução com pixels maiores.

Na teoria da informação, existe um conceito chamado desigualdade de processamento
de dados, que afirma que, independentemente da forma como os dados são processados, não
se pode adicionar informações que ainda não existam originalmente. Isso implica que os
dados ausentes não podem ser recuperados por processamento posterior. Diante disso, é
possível pensar que a super-resolução é teoricamente impossível, mas não é, se houver uma
fonte adicional de informações. Uma rede neural pode aprender a assimilar detalhes com base
em algumas informações anteriores coletadas de um grande conjunto de imagens, tais
detalhes adicionados a uma imagem desta forma ainda não violariam a desigualdade de
processamento de dados pois a informação está lá, em algum lugar do conjunto de
treinamento, mesmo que não esteja na imagem de entrada. Desta forma não só é possível
treinar uma rede neural para aprender um mapeamento entre imagens de baixa e alta
resolução como também isso já foi feito, como mostrado pelo estudo SRCNN. Primeiro,
pode-se criar um conjunto de dados coletando imagens de alta resolução e reduzindo-as, ou
pode-se simplesmente usar um dos conjuntos de dados de super-resolução existentes, como o
conjunto de dados DIV2K.

Então, pode-se construir uma rede neural convolucional em que os dados de entrada
seriam as imagens de baixa resolução que seria treinada para produzir imagens de alta
resolução que correspondam ao original. O estudo SRCNN simplesmente minimizou a
diferença quadrática entre os valores de pixel para produzir imagens tão próximas quanto
possível das imagens originais de alta resolução, contudo o erro quadrático médio pode não
ser a métrica certa para otimização, pois ele não expressa a percepção humana da fidelidade
da imagem. Por exemplo:

Figura 7: Representação da diferença de erro quadrático
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Fonte: Adaptado de Wang e Bovik (2009)

Na Figura 7 percebe-se que todas essas imagens distorcidas são igualmente distantes
da imagem original em termos de erro quadrático médio, porém nota-se que a diferença entre
elas é gritante, afinal o erro quadrático médio se preocupa apenas com as diferenças de
intensidade em termos de pixel, mas não as informações estruturais sobre o conteúdo de uma
imagem.

Há uma medida melhor de qualidade de imagem perceptual chamada índice de
similaridade estrutural, que foi desenvolvida na Universidade do Texas em Austin. O índice
de similaridade estrutural teve um impacto muito alto, tanto na academia quanto na indústria,
apesar dessa métrica ter sido inicialmente para medir a gravidade das degradações da
imagem, no entanto, muitos pesquisadores também o usaram como uma função de perda para
treinar redes neurais para restauração de imagem. Mais recentemente, também começaram a
usar redes neurais convolucionais pré-treinadas com funções de perda perceptualmente
relevantes, no qual primeiro se escolhe um modelo, tipicamente o VGG-19 treinado no
Imagenet, e em seguida as primeiras camadas são comparadas e a diferença entre os mapas de
recursos produzidos por elas são calculadas. Essa diferença entre os mapas de recursos
podem ser minimizadas para treinar outro modelo, assim como qualquer outra função de
perda. As camadas que geram esses mapas de recursos permanecem congeladas durante o
treinamento e atuam como um extrator de recursos. Este método é comumente referido como
perda de percepção, perda de conteúdo ou perda de VGG.

Figura 8: Esquema de rede neural convolucional
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Fonte: Pelos Autores

Pode-se usar essa função de perda para treinar modelos para aprimorar imagens e
obter resultados bastante decentes. Entretanto, também é possível pensar que a imagem a ser
melhorada não precisa ser idêntica à original ou real, basta ser realista o suficiente. A
percepção humana não se importa com micro-detalhes de pixels. Por exemplo, na Figura 9
cada pixel da direção dos pêlos desse cão realmente importa?

Figura 9: Foto de um cão

Fonte: Pelos Autores

É possível diminuir a prioridade de fazer a aparência das imagens serem iguais as
originais, contanto que as imagens produzidas pareçam boas, e pode-se fazer isso usando
GANs (generative adversarial networks) Figura 10, que consistem de duas redes lutando
entre si para atingir objetivos opostos.

Figura 10: Esquema de rede GAN
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Fonte: Pelos Autores

Existe um sistema de super resolução baseado em GAN chamado SRGAN que usa
uma rede de gerador que insere imagens de baixa resolução e tenta produzir suas versões de
imagens de alta resolução. As imagens produzidas passam por uma rede discriminadora que
tenta dizer se elas são reais e de alta resolução ou se são criadas pelo gerador. Ambas as redes
são treinadas simultaneamente e melhoram com o tempo.

Existe outro método chamado enhanced SRGAN, que propôs alguns truques
adicionais para melhorar os resultados. O SRGAN aprimorado, ou ESRGAN para abreviar,
de alguma forma se tornou popular na comunidade de jogos pois muitas pessoas começaram
a usá-lo para aprimorar os jogos vintage e funcionou muito bem em gráficos de videogame,
apesar de ter sido treinado apenas em imagens naturais.

Figura 11: Comparação do gráfico de jogo

Fonte: Resetera (2018)

Para melhores resultados o ESRGAN propôs algumas melhorias, como é possível
observar na Figura 11. Primeiro, as camadas de normalização em lote em sua arquitetura de
rede foram removidas, o que pode parecer contra intuitivo, mas não é, pois apesar de ajudar
muito em diversas tarefas de visão computacional, a normalização em lote pode criar alguns
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artefatos em tarefas relacionadas ao processamento de imagem, como super-resolução ou
restauração de imagem. Também foram adicionadas mais camadas e conexões à arquitetura
do modelo. Não é surpreendente que um modelo mais sofisticado resultasse em imagens
melhores, mas redes mais profundas podem ser mais difíceis de treinar, especialmente se não
estiverem usando a normalização em lote.

Além das mudanças na arquitetura do modelo, as funções de perda também foram
modificadas. Por exemplo, a perda de VGG foi alterada de uma forma que comparou os
mapas de recursos antes das ativações. A lógica é que os mapas de recursos são mais densos e
contêm mais informações antes de serem cortados pelas funções de ativação. No SRGAN
original, o modelo discriminador foi treinado para detectar se sua entrada é real ou falsa. Na
versão aprimorada, foi usado um discriminador relativístico que diz se a entrada parece mais
realista do que dados falsos ou menos realista do que dados reais. Dessa forma o ESRGAN
visa encontrar o ponto ideal interpolando entre criar imagens parecidas com a original e
mantendo a aparência e textura visualmente satisfatórias.

Requisitos do Aplicativo

Foram levantados requisitos sobre o caso apresentado neste projeto, constatando  que
seria necessário realizar as etapas de construção do aplicativo. As etapas foram construídas
para que posteriormente fossem implementadas através de programação. Para estabelecer o
que deveria ser criado e segmentar os próximos passos, foi realizado de início um diagrama
com as telas apresentadas na aplicação, Figura 12. Ela integra as telas obrigatórias no
aplicativo, os botões que podem ser selecionados pelo usuário, telas de seleção da imagem
que se deseja que seja aprimorada e a tela de resultado, que apresenta a imagem convertida.

Figura 12: Diagrama de telas

Fonte: Pelos Autores
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A próxima etapa de criação do aplicativo, já com o diagrama de telas realizado, foi a
de construir o esqueleto do mesmo (Figura 13),  assim organizando os elementos que serão
apresentados nas telas do app. A tela inicial é a principal tela do aplicativo, ela é a única tela
obrigatória, pois aparece quando o app é aberto. Nessa tela o usuário tem dois botões como
opções de seleção, inserir imagem que abre sua galeria para selecionar uma imagem ou
utilizar exemplos para selecionar exemplos de imagens do próprio app. Já a tela de resultado,
apresenta uma comparação entre a imagem original selecionada pelo usuário e a imagem
aprimorada. Também é possível selecionar outros exemplos do próprio aplicativo. A
conversão é realizada através do clique no botão aprimorar.

Figura 13 Esqueleto do aplicativo

Tela Inicial                                Tela de Resultado
Fonte: Pelos Autores

Resultados esperados/ Resultados preliminares

Com base no planejamento do projeto, pesquisas realizadas e conforme diagrama e
esqueletos do aplicativo, foi realizado um protótipo e testes para verificar seu funcionamento.
De início, foi utilizado uma aplicação de melhoramento de imagem como molde para o
desenvolvimento do app, através desses códigos foram realizadas alterações para atender as
necessidades impostas neste projeto. Foram realizados testes com diferentes imagens, para
verificar se o aprimoramento imposto realmente estava tendo o resultado esperado. As
imagens aplicadas possuem o formato JPG e 50 x 50 pixels, assim possuem aspecto pixelado
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e pouco nítido. Após a passagem pelo aplicativo, é possível notar uma diferença quando
comparada com a imagem original, as imagens se tornam mais nítidas e com aspecto de
aprimoração da qualidade. Posteriormente o design do aplicativo foi modelado a fim de
impressionar o usuário e assim trazer uma maior elegância para tal. Por último, todas as
movimentações do app foram realizadas em um protótipo, dando funcionalidade aos botões
que foram alocados no Diagrama de telas (Figura 12).

Figura 14: Tela inicial

Fonte: Pelos Autores

Na Figura 14 Tela inicial é demonstrado a tela inicial do protótipo desenvolvido, nela
há as opções de inserção de imagem da galeria do dispositivo e também há um botão para
utilização de exemplos disponíveis. O aplicativo foi nomeado como Aprimora, uma
inspiração da palavra aprimorar, que é o objetivo do aplicativo.

Figura 15: Código tela inicial
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Fonte: Pelos Autores

Em relação à programação da tela inicial, foi utilizado o Flutter, vale destacar que ele
é diferente de outras estruturas, porque sua IU (Interface de usuário) é construída em código,
e os widgets são os blocos básicos de construção de uma IU em Flutter. Um dos principais
widgets é o scaffold, que implementa diversos recursos como botões, alinhamentos, barras
entre outros, facilitando a criação do app, como é possível verificar na Figura 15.

Figura 16: Galeria e exemplos



TRABALHO DE GRADUAÇÃO - ENGENHARIAS
Galeria                                                    Exemplos

Fonte: Pelos Autores

A Figura 16 Galeria e Exemplos, demonstra as funcionalidades dos botões da tela
inicial e as próximas telas do aplicativo. O botão inserir imagem irá levar para a galeria do
dispositivo, para que o usuário possa selecionar a imagem que preferir. Já o botão utilizar
exemplos leva para a tela de resultados da aplicação, assim o usuário pode selecionar um dos
exemplos que já estão incorporados no mesmo e assim verificar o aprimoramento da imagem
na próxima tela, Figura 17 Tela de resultados.

Figura 17: Telas de resultados

Fonte: Pelos Autores

Na Figura 17 encontrada acima, já temos a última tela da aplicação, em que se é
possível verificar o aprimoramento da imagem selecionada. O usuário pode verificar a
imagem escolhida em sua galeria, é realizada uma comparação entre imagem original e com a
imagem com uma melhor resolução. Há também a possibilidade de navegar entre os
exemplos inseridos e foi adicionado um botão com a funcionalidade de voltar para a tela
inicial, assim o usuário poderá selecionar outra imagem de sua galeria.

É possível verificar que há uma melhora na resolução das imagens, elas se tornaram
mais nítidas e com mais detalhes, seu aspecto pixelado e granulado se tornam menos
aparentes. A Figura 18 Comparação entre imagens, demonstra nitidamente que o aplicativo
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condiz com o esperado, deste modo é possível concluir que o projeto cumpre o objetivo
proposto.

Figura 18: Comparação entre imagens

Fonte: Pelos Autores

Considerações finais

Como considerações finais para esse trabalho de conclusão de curso, percebe-se que o
uso de inteligência artificial para processamento de imagens é possível em dispositivos
móveis; apesar de alguns contratempos, como a dificuldade de implementação utilizando o
Tensorflow e alguns outros empecilhos. Já por outro lado, o Flutter possibilita a construção
do layout de maneira mais amigável. Com relação ao desempenho, a melhoria da qualidade
da imagem é notável, constatando que o algoritmo ESRGAN é muito eficiente, e ainda sim
ele não oferece o auge do aprimoramento de qualidade de imagem, sendo possível obter
resultados tão satisfatórios quanto por meio de outros algoritmos de IA, como o real
ESRGAN ou Topaz. Para continuidade da pesquisa, o aplicativo ainda pode ser aprimorado e
implementado, para que futuramente possa ter seu lançamento no mercado.
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